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Abstrak—Rehabilitasi terhadap pasien pasca-stroke dilakukan 
guna mengembalikan fungsi tubuh yang hilang. Pendekatan pada 
rehabilitasi stroke mencakup aktivitas fisik motorik, kognitif dan 
mental. Aktivitas listrik di otak yang direkam atau 
Elektroensephalogram (EEG) juga dapat digunakan dalam proses 
rehabilitasi untuk mengetahui perkembangan pasien. Dokter 
akan mengamati sinyal EEG yang direkam berdasarkan 
kerapatan, amplitudo, bentuk gelombang dan perbandingan 
sinyal pada setiap kanal, namun analisa tersebut tidaklah mudah. 
Oleh karena itu dibutuhkan model komputasi yang dapat 
mengidentifikasi sinyal EEG dari pasien pasca-stroke. Sinyal EEG 
diperoleh dari 50 pasien pasca-stroke, 25 orang normal 
menggunakan emotiv EEG 14 kanal. Sinyal EEG selama 120 detik 
dengan segmentasi per-tiga detik dan ekstraksi sinyal untuk 
mendapatkan gelombang Alfa, Beta, Teta, Delta dan Mu. 
Identifikasi dilakukan menggunakan Backpropagation dengan 
fitur masukkan kelima gelombang dan amplitudo. Pelatihan pada 
Backpropagation menggunakan bobot awal hasil optimalisasi 
Algoritma Genetika. Hal tersebut akan berpengaruh pada bobot 
akhir masing-masing kelas, no stroke, minor stroke dan moderate 
stroke. Representasi kromosom terdiri dari bobot v dan w 
sebanyak 46.224 gen dengan mengadopsi banyaknya neuron input 
dan hidden pada arsitektur Backpropagation. Individu terbaik 
hasil optimalisasi menjadi masukkan untuk proses pelatihan pada 
Backpropagation. Hasil penelitian menunjukan akurasi yang 
diperoleh untuk data latih sebesar 73% dan untuk data baru 
sebesar 55%. 

Kata kunci— stroke; identifikasi sinyal eeg; ekstraksi wavelet; 
algoritma genetika; backpropagation 

I.  PENDAHULUAN 

Stroke adalah kondisi ketika pasokan darah ke otak 
terganggu akibat penyumbatan atau pecahnya pembuluh darah. 
Stroke tidak hanya menjadi penyakit yang dapat menyerang 
fisik sehingga menyebabkan kecacatan, namun juga mental 
penderita. Hal tersebut membuat pasien pasca-stroke 
membutuhkan rehabilitasi guna mengembalikan fungsi tubuh 
semula. Pendekatan pada rehabilitasi stroke mencakup aktivitas 
fisik motorik, kognitif dan mental. Monitoring pada tahap 
rehabilitasi dilakukan oleh dokter untuk mengetahui 
perkembangan pasien. 

Elektroensephalogram (EEG) merupakan suatu kegiatan 
untuk merekam aktivitas listrik di otak selama periode tertentu. 
EEG akan merepresentasikan aktvitas listrik di otak dalam 
bentuk garis gelombang. Sinyal EEG yang direkam 
menghasilkan informasi mengenai fitur, frekuensi dan 
gelombang pada pasien stroke [1]. Sinyal EEG terdiri dari 
beberapa gelombang dengan masing-masing frekuensi seperti 
Delta (1-4 Hz), Teta (4-8 Hz), Alfa (8-12 Hz), Beta (12-30 Hz) 
dan Gama (>30 Hz). Analisis sinyal EEG menghasilkan 
frekuensi dengan rentang 0-30 Hz pada pasien stroke untuk 
pemulihan. Sehingga gelombang yang digunakan untuk pasien 
stroke yaitu Delta, Teta, Alfa dan Beta [2] [3]. 

Berdasarkan skala untuk menentukan indikasi stroke pada 
pasien diperlukan sistem yang menjadi tolak ukur. Salah 
satunya menggunakan sistem skoring National Institutes of 
Health Stroke Scale (NIHSS). Skor NIHSS <20 
mengindikasikan stroke dalam tingkat ringan. Skor NIHSS ≥20 
mengindikasikan stroke dalam tingkat menengah [1]. 

Sinyal EEG adalah sinyal non-stasioner dimana frekuensi 
berubah seiring perubahan waktu. Sinyal EEG pada pasien 
stroke yang direkam selama periode tertentu tidak semuanya 
diperlukan. Oleh karena itu, sinyal EEG harus melalui proses 
ekstraksi sinyal. Salah satu metode ekstraksi yang dapat 
digunakan yaitu Wavelet untuk mendapatkan gelombang Alfa, 
Beta, Teta, Gama dan Mu [4]. 

Identifikasi menggunakan Backpropagation telah dilakukan 
pada beberapa penelitian terdahulu dengan kombinasi metode 
lain seperti Algoritma Genetika. Algoritma Genetika digunakan 
untuk memperoleh bobot awal yang optimal [5] [6]. Bobot awal 
yang optimal berpengaruh menurunkan tingkat kesalahan [7] 
dan meningkatkan akurasi dari 77% menjadi 84% untuk 
optimalisasi arsitektur jaringan saraf tiruan [8]. Pada penelitian 
lain Algoritma Genetika digunakan sebagai model untuk 
optimalisasi nilai parameter, jumlah neuron dan jumlah kelas 
dari masing-masing dataset [9]. 

Penelitian ini bertujuan membuat model komputasi yang 
dapat mengidentifikasi sinyal EEG pada pasien pasca-stroke 
menggunakan Backpropagation dan Algoritma Genetika. 
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Bobot awal pelatihan dari input layer ke hidden layer dan dari 
hidden layer ke output layer pada Backpropagation diperoleh 
dari hasil optimalisasi menggunakan Algoritma Genetika. Hasil 
identifikasi sinyal EEG pada pasien pasca-stroke terdiri dari 
tiga kelas yaitu no stroke, minor stroke dan moderate stroke. 
Hal tersebut dikarenakan akuisisi data sinyal EEG pada pasien 
dilakukan pada posisi duduk rileks, sehingga ketiga kelas 
tersebut yang memungkinkan untuk digunakan. Sinyal EEG 
diekstraksi menggunakan Wavelet untuk mendapatkan 
gelombang Alfa, Beta, Teta, Delta dan Mu. Hasil ekstraksi 
sinyal EEG kelima gelombang dan perubahan amplitudo 
menjadi fitur masukkan pada proses identifikasi. Identifikasi 
dilakukan terhadap 50 pasien pasca stroke di RS Al-Islam dan 
25 orang normal. 

II. METODE 

A. Akuisisi Data 

Pada penelitian ini digunakan data hasil perekaman sinyal 
EEG pasien pasca-stroke di Rumah Sakit Al-Islam Bandung. 
Perekaman menggunakan wireless EEG Emotiv 14 kanal 
dengan frekuensi sampling 128 Hz. Perekaman dilakukan 
dengan naracoba sebanyak 75 naracoba, dimana 60 naracoba 
sebagai data latih dan 15 naracoba sebagai data uji. 

Pengambilan data diambil pada saat pasien melakukan 
rehabilitasi stroke. Perekaman dilakukan dalam posisi duduk 
dan menghadap layar monitor yang kemudian dirangsang 
dengan instruksi pada video selama tiga menit. Menit pertama 
pasien diinstruksikan untuk membuka mata dan melihat layar 
monitor. Menit kedua terdiri dari dua instruksi, 30 detik 
pertama pasien diinstruksikan membayangkan mengangkat 
tangan kanan, 30 detik berikutnya pasien diinstruksikan 
membayangkan mengangkat tangan kiri. Menit ketiga pasien 
diinstruksikan menutup mata. Keseluruhan instruksi yang 
diberikan pada pasien dan orang normal diperlihatkan pada 
Gambar 1. 

 

Gambar 1. Skenario Perekaman 

Sinyal EEG yang berhasil direkam disimpan dalam bentuk 
.csv. Data yang diperoleh dalam satu set data latih sebanyak 
322.560 titik data yang dihasilkan dari perkalian frekuensi 
sampling 128 Hz, durasi perekaman 3 menit dan 14 kanal pada 
alat EEG. 14 kanal pada alat EEG terdiri dari AF3, F7, F3, FC5, 
T7, O1, O2, P8, T8, FC6, F4, F8 dan AF4. 

B. Praproses 

1) Segmentasi 
Segmentasi adalah proses membagi data menjadi beberapa 

bagian. Segmentasi dilakukan untuk membagi data sinyal 
menjadi 3 detik. 

2) Ekstraksi Wavelet 

Ekstraksi adalah proses mengambil gelombang Delta, Teta, 
Alfa, Mu dan Beta dari sinyal asli. 

C. Wavelet 

 Wavelet merupakan metode ekstraksi yang 
merepresentasikan informasi frekuensi sinyal dan waktu. Dua 
proses yang dilakukan pada ekstraksi Wavelet yaitu 
dekomposisi dan rekonstruksi. Proses dekomposisi dilakukan 
untuk mengekstraksi sinyal. Proses rekonstruksi dilakukan 
untuk mengembalikan sinyal ke dalam domain waktu.  

 Pada proses wavelet sinyal yang dihasilkan terbagi menjadi 
dua yaitu aproksimasi dan detil. Aproksimasi adalah sinyal 
yang diperoleh dari proses konvolusi sinyal asli terhadap low-
pass filter, sedangkan detil adalah sinyal yang diperoleh dari 
proses konvolusi sinyal asli terhadap high-pass filter [10]. 
Aproksimasi dan detil dapat dilihat pada Persamaan 1 dan 2. 

 �,�(�) =
�

�|�|
�

���

�
�Aproksimasi yhigh k n x[n].g[2k - 

n]  

 Detail ylow k n x[n].h[2k - n]  

dimana : 
x(n) = sinyal asli 
g(n) = koefisien low-pass filter 
h(n) = koefisien high-pass filter 
k, n  = index 1 – panjang sinyal asli 

Pada penelitian ini menggunakan Wavelet Symlet 3 yang 
memiliki enam koefisien pada low-pass filter dan enam 
koefisien pada high-pass filter seperti pada Tabel 1. 

TABEL I. KOEFISIEN WAVELET SYMLET3 

Aproksimasi  g(n) Detil h(n) 
g(0) 0,035226292 h(0) -0,332670553 
g(1) -0,085441274 h(1) 0,806891509 
g(2) -0,135011020 h(2) -0,459877502 
g(3) 0,459877502 h(3) -0,135011020 
g(4) 0,806891509 h(4) 0,085441274 
g(5) 0,332670553 h(5) 0,035226292 

 Proses dekomposisi Wavelet dilakukan dengan 
menggunakan frekuensi sampling 128 Hz untuk mendapatkan 
gelombang Delta, Teta, Alfa, Mu, Beta dan perubahan 
amplitudo selama satu segmen sebagai berikut. 

a) Ekstraksi Gelombang Delta 

 Pada gelombang Delta menggunakan koefisien high-
pass filter. Kemudian dilakukan proses downsampling dengan 
mengambil data setengahnya, begitu juga pada konvolusi kedua 
dan ketiga. Pada konvolusi keempat dilakukan detil dan proses 
downsampling. Sehingga diperoleh 336 titik data. 

b) Ekstraksi Gelombang Teta 

 Proses dekomposisi untuk memperoleh gelombang 
Teta menggunakan koefisien low-pass filter pada konvolusi 
kesatu sampai ketiga. Selanjutnya konvolusi keempat 
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menggunakan koefisien high-pass filter. Sehingga diperoleh 
336 titik data. 

c) Ekstraksi Gelombang Alfa 

 Pada gelombang Alfa menggunakan koefisien low-
pass filter pada konvolusi kesatu sampai kedua. Pada konvolusi 
ketiga menggunakan koefisien high-pass filter, pada konvolusi 
keempat menggunakan koefisien low-pass filter dan high-pass 
filter. Selanjutnya pada konvolusi kelima menggunakan 
koefisien low-pass filter. Sehingga diperoleh 504 titik data. 

d) Ekstraksi Gelombang Mu 

 Pada gelombang Mu menggunakan koefisien low-pass 
filter pada konvolusi kesatu sampai kedua. Pada konvolusi 
ketiga menggunakan koefisien high-pass filter, pada konvolusi 
keempat menggunakan koefisien low-pass filter dan high-pass 
filter. Selanjutnya pada konvolusi kelima menggunakan 
koefisien low-pass filter. Sehingga diperoleh 72 titik data. 

e) Ekstraksi Gelombang Beta 

 Proses dekomposisi pada gelombang Beta 
menggunakan koefisien los-pass filter pada konvolusi kesatu, 
ketiga dan keempat, koefisien high-pass filter pada konvolusi 
kedua dan kelima. Sehingga diperoleh 1.512 titik data. 

f) Ekstraksi Amplitudo 

Perubahan amplitudo diperoleh dari sinyal asli yang 
disegmentasi per-16 data untuk diambil nilai mutlak rata-
ratanya. Sehingga diperoleh 13.440 titik data. 

D. Algoritma Genetika 

Algoritma Genetika adalah teknik pengoptimalan yang 
terinspirasi oleh seleksi alam dan genetika alami. Algoritma 
Genetika secara acak menghasilkan populasi awal yang 
dikodekan dengan cara tertentu [11]. Langkah pertama yang 
dilakukan dalam Algoritma Genetika menentukan populasi 
awal dari individu. Individu di ruang genetik disebut 
kromosom. Representasi kromosom yaitu proses yang 
mewakili solusi dari permasalahan yang akan diselesaikan 
menggunakan Algoritma Genetika [8]. Representasi kromosom 
terdiri dari bobot v dan bobot w seperti diperlihatkan pada 
Gambar 2. 

 

Gambar 2. Representasi Kromosom 

Keterangan : 
g1  : representasi nilai bobot (v1) 
g2  : representasi nilai bobot (v2) 
g3  : representasi nilai bobot (v3) 
⁞ 
g46.224 : representasi nilai bobot (w46224) 

 Dalam Algoritma Genetika terdapat fungsi kecocokan atau 
fitness function yang digunakan untuk menghitung jarak setiap 

gen pada kromosom dalam mengukur kesesuaian solusi 
terhadap kriteria yang ada. Fungsi kecocokan mengevaluasi 
seberapa baik sebuah individu dalam suatu populasi [12]. 
Fungsi kecocokan didefinisikan sebagai 1/MSE dimana Mean 
Squared Error (MSE) yaitu kesalahan error yang dihitung 
untuk mengevaluasi nilai kecocokan setiap individu seperti 
pada Persamaan 3. 

 MSE 1/2  (wij – 
vij)²   

dimana : 

w == = bobot awal dari neuron hidden ke output 
v == = bobot awal dari neuron input ke hidden 

Pemilihan kromosom diseleksi untuk dijadikan induk pada 
proses selanjutnya dengan harapan menghasilkan keturunan 
yang lebih baik. Teknik yang digunakan dalam penelitian ini 
adalah Rank Based Selection dengan mengurutkan individu 
yang memiliki nilai kecocokan tertinggi ke terendah. 

Proses selanjutnya persilangan atau crossover dimana dua 
kromosom yang dipilih dengan nilai kecocokan tertinggi saling 
bertukar bagian isi gen untuk menghasilkan pasangan 
kromosom baru. Isi gen akan diubah terlebih dulu kedalam 
biner. Teknik persilangan menggunakan one point crossover 
dengan melakukan penukaran isi gen dari satu kromosom 
dengan kromosom yang lain. Setelah didapatkan kromosom 
baru dilakukan proses mutasi dengan menerapkan perubahan ke 
satu individu dalam generasi saat ini untuk membuat generasi 
baru. Mutasi dilakukan untuk menambah keragaman populasi 
[13] dan kemungkinan besar menghasilkan individu dengan 
nilai kecocokan yang lebih baik. 

Generasi pada Algoritma Genetika akan berhenti jika 
kriteria penghentian terpenuhi. Penghentian generasi dilakukan 
apabila mencapai batas maksimum generasi atau kondisi 
dimana nilai fungsi kecocokan yang tidak berubah setelah 
beberapa generasi. 

E. Backpropagation 

Backpropagation merupakan algoritma pembelajaran yang 
terawasi dengan banyak lapisan untuk mengubah bobot-bobot 
yang terhubung dengan neuron-neuron yang ada pada lapisan 
tersembunyi.  Algoritma Backpropagation menggunakan error 
output untuk mengubah nilai bobot-bobotnya dalam arah 
mundur atau backward [14]. Backpropagation memiliki 
kemampuan ramalan non-linear yang kuat, kemampuan 
generalisasi dan toleransi kesalahan, sehingga banyak 
digunakan dalam prediksi dan pendekatan dalam penerapan 
bidang teknik [15]. Teknik yang digunakan pada 
Backpropagation yaitu supervised learning sebagai metode 
pembelajaran jaringan [16]. 

Data latih yang diambil dari 60 naracoba pasien stroke dan 
orang normal yang sudah diekstraksi, selanjutnya akan mulai 
diproses sebagai pelatihan. Dan 15 naracoba pasien stroke dan 
orang normal diproses sebagai data uji. Vektor fitur yang 
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digunakan sebagai data masukkan pada sistem identifikasi 
sinyal dapat dilihat pada Tabel 2. 

TABEL II. VEKTOR FITUR DALAM SATU DATA LATIH 

Detik ke Kanal Panjang Data Komponen 

1 – 30 14 x1 – x15.120 Beta 
x15.121 – x18.480 Delta 
x18.481 – x21.840 Teta 

61 – 90 2 x21.841 – x23.280 Mu 
91 – 120  14 x28.281 – x28.320 Alfa 

x28.321 – x31.680 Teta 
 14  x 31.680 – x45.120 Amplitudo 
  Jumlah :  45.120 titik data 

Backpropagation menggunakan arsitektur Multilayer 
Perceptron untuk mengubah bobot yang terhubung dengan 
neuron-neuron yang terdapat pada hidden layer dan fungsi 
sigmoid biner pada output layer. Dalam menentukan 
banyaknya neuron pada hidden layer dapat menggunakan 
Persamaan 4 dan untuk fungsi sigmoid biner dapat dilihat pada 
Persamaan 5. 

 p = √( m x n)   

dimana : 

m == = jumlah neuron input 

n == = jumlah neuron output 

 f '(x) = f(x)(1 – f(x))   

dimana : 

e == = nilai eksponen 

x == = input data yang diaktivasi 

Arsitektur Multilayer Perceptron yang digunakan pada 
penelitian ini diperlihatkan pada Gambar 4 yang terdiri dari 
input layer, hidden layer dan output layer. Proses pembelajaran 
dimulai dari setiap neuron input sebanyak 46.224 neuron 
terhadap setiap neuron pada hidden layer sebanyak 368 neuron, 
yang diteruskan hingga setiap neuron dalam output layer 

sebanyak 3 neuron. Bobot awal diperoleh dari hasil optimalisasi 
menggunakan Algoritma Genetika� = 0,001. 

Gambar 3. Arsitektur Multilayer Perceptron 

Pada proses pelatihan menggunakan Backpropagation 
terdapat tiga fase yang akan dilakukan untuk proses identifikasi 
yaitu feed forward, backpropagation dan modifikasi bobot [17]. 
Berikut penjelasan dari ketiga fase pada Backpropagation. 

1) Feed Forward 
Feed Forward atau fase maju merupakan tahap dimana 

setiap neuron input xi akan mengirimkan sinyal masukkan pada 
hidden layer. Masing-masing neuron pada hidden layer 
dikalikan dengan bobot dan dijumlahkan dengan bias. 
Perhitungannya dilakukan menggunakan Persamaan 6. 

 z_net j = vj0 + n xi vkj   

dimana : 

i == indeks neuron input 

j  == indeks neuron hidden 

vj0 == bobot bias dari input layer ke hidden layer 

n == jumlah neuron pada input layer 

xi ��  == data nilai masukkan yang ke-� 

vkj  == bobot dari input layer ke hidden layer 

Selanjutnya melakukan perhitungan pada masing-masing 
neuron output yang dikalikan dengan bobot dan dijumlahkan 
dengan bias menggunakan Persamaan 7. 

 y_net k = wk0 + p zj ykj   

dimana: 

j  == indeks neuron hidden layer  

p�  == jumlah neuron pada hidden layer 

k  == indeks neuron output 

wk0 == bobot bias dari hidden layer ke output layer 

zj ��   == nilai hasil aktivasi dari hidden layer 

ykj   == bobot dari hidden layer ke output layer 

3) Backpropagation 
Backpropagation atau fase mundur merupakan tahap 

masing-masing neuron output menerima pola target yang telah 
dicapai sesuai pola masukkan saat pelatihan. Lakukan 
perhitungan untuk perubahan bias menggunakan Persamaan 8. 

 Δwk = α x δk     

dimana: 
α = nilai learning rate 
δk = komponen kesalahan pada output layer 

4) Modifikasi Bobot 
Semua bobot dimodifikasi secara bersamaan. Tahap ini 

berfungsi untuk menurunkan kesalahan yang terjadi. 
Melakukan perhitungan kesalahan pada setiap hidden layer, 
pembaharuan bias dan bobot dari masing-masing neuron output 
sehingga menghasilkan bobot dan bias baru. Perhitungan 
tersebut dilakukan menggunakan Persamaan 9. Perhitungan 
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pada setiap neuron hidden dimulai dari neuron ke-1 sampai 
neuron ke-p menggunakan Persamaan 9. 

 wk j = wk j(lama) + Δwkj   

 vji = vji (lama) + Δvji     

dimana: 

wk j(lama) ���(����)= bobot neuron hidden ke output 

yang lama 

Δwkj ∆���  = koreksi bobot W 

vji (lama)���(����) = bobot neuron input ke hidden 

yang lama  

∆���Δvji = koreksi bobot V 

III. HASIL DAN DISKUSI 

Data latih yang digunakan pada penelitian ini sebanyak 60 
dataset yang diperoleh dari perekaman sinyal EEG pasien 
pasca-stroke, pasien yang sudah sembuh dari stroke dan orang 
normal. Data yang digunakan sudah dilabeli terlebih dulu oleh 
dokter syaraf. Dari proses ekstraksi Wavelet didapatkan 
gelombang yang dapat membedakan antara ketiga kelas dalam 
proses identifikasi sinyal EEG yaitu no stroke, minor stroke dan 
moderate stroke. 

 Pelatihan data latih dan data baru menggunakan 
Backpropagation dengan bobot secara random dan bobot 
menggunakan Algoritma Genetika. Pelatihan dilakukan dengan 
parameter pelatihan yang sama yaitu 100 epoch dan learning 
rate 0.5. Hasil pelatihan dapat dilihat pada Tabel 3. 

TABEL III. HASIL PENGUJIAN BOBOT AWAL BACKPROPAGATION 

No 
Jumlah Data 
Latih/Data 

Baru 

Bobot Awal 
Backpropagation 

Akurasi (%) 

Data 
Latih 

Data 
Baru 

1 75 Random 70 52 

2 75 
Optimalisasi 

Algoritma Genetika 
73 55 

Hasil analisis pada Tabel 3 menunjukan bahwa akurasi 
tertinggi diperoleh pelatihan Backpropagation menggunakan 
bobot awal hasil optimalisasi Algoritma Genetika. Pelatihan 
menggunakan bobot hasil optimalisasi Algoritma Genetika 
mampu meningkatkan akurasi dari 70% menjadi 73% untuk 
data latih dan 52% menjadi 55% untuk data uji. Hal tersebut 
karena bobot yang diperoleh tidak hanya diproses secara acak 
atau random tetapi adanya proses pemilihan bobot yang optimal 
dengan menggunakan Algoritma Genetika. Bobot awal hasil 
optimalisasi melalui beberapa tahapan sehingga didapatkan 
bobot yang optimal. Dimulai dari proses seleksi kromosom 
untuk mendapatkan individu terbaik, selanjutnya masuk proses 
persilangan hingga proses mutasi. 

Analisis pengujian untuk setiap pasien juga dilakukan untuk 
melihat akurasi yang didapatkan. Pengujian melibatkan 15 
pasien yang terdiri dari 10 data latih dan 5 data baru. Hasil 
akurasi untuk setiap pasien dapat dilihat pada Tabel 4. 

TABEL IV. HASIL PENGUJIAN MASING-MASING PASIEN 

Data Pasien Kelas Akurasi (%) 

Data latih 

Pasien 1 No Stroke 87 

Pasien 2 Minor Stroke 68 

Pasien 3 Moderate Stroke 80 

Pasien 4 No Stroke 87 

Pasien 5 Minor Stroke 68 

Pasien 6 Moderate Stroke 80 

Pasien 7 No Stroke 87 

Pasien 8 Minor Stroke 68 

Pasien 9 Moderate Stroke 80 

Pasien 10 No Stroke 87 

Data baru 

Pasien 11 Minor Stroke 50 

Pasien 12 Moderate Stroke 54 

Pasien 13 No Stroke 60 

Pasien 14 Minor Stroke 50 

Pasien 15 Moderate Stroke 54 

Hasil analisis pada Tabel 4 menunjukan bahwa pengujian 
data latih dan data baru diperoleh akurasi dengan rata-rata 79% 
dan 54%. 

Proses ekstraksi Wavelet untuk mendapatkan gelombang 
memerlukan waktu sekitar 445 detik atau 7-8 menit untuk data 
baru. Berbeda dengan penelitian sebelumnya [4] yang 
membutuhkan waktu  sekitar 227 detik atau 4-5 menit untuk 
waktu perekaman 180 detik pada setiap data yang direkam. Hal 
tersebut dikarenakan perbedaan jumlah data yang sangat 
banyak. Waktu komputasi untuk proses ekstraksi data baru 
dapat dilihat pada Tabel 5. 

TABEL V. WAKTU EKSTRAKSI DATA 

No Pasien 
Waktu Perekaman 

(detik) 
Waktu Ekstraksi 

(detik) 

1 Pasien 1 150 444 

2 Pasien 2 150 444 

3 Pasien 3 150 444 

4 Pasien 4 150 445 

5 Pasien 5 150 445 

IV. KESIMPULAN 

Pada penelitian ini telah diimplementasikan model 
komputasi yang dapat mengidentifikasi sinyal EEG pasien 
pasca-stroke untuk mengetahui tingkatan stroke yang diderita. 
Sistem juga dapat melakukan proses ekstraksi sinyal EEG 
sehingga dapat menampilkan grafik ekstraksi sesuai dengan 
fitur yang dipilih, sehingga dapat membantu dokter sebagai 
evaluasi tambahan pada saat pasien melakukan rehabilitasi. 

Pelatihan Backpropagation menggunakan bobot awal hasil 
optimalisasi Algoritma Genetika. Hal tersebut terbukti dapat 
meningkatkan akurasi pelatihan data latih dan data baru. 

Hasil pengujian untuk tingkat moderate stroke mendapat 
akurasi 80% dan untuk tingkat no stroke sebesar 87%. Hal 
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tersebut dipengaruhi oleh perbedaan jumlah data latih yang 
lebih banyak naracoba untuk pasien dengan tingkat moderate 
stroke dan no stroke. Sehingga akurasi data latih untuk tingkat 
minor stroke hanya 68%. 

Proses ekstraksi data latih membutuhkan waktu yang cukup 
lama dibandingkan dengan ekstraksi untuk data baru. Proses 
ekstraksi data baru memerlukan waktu 7-8 menit dalam proses 
identifikasi untuk mengetahui tingkat stroke yang diderita 
pasien. 
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